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RESUMEN

Este estudio tuvo como objetivo evaluar la capacidad de detectar baches, reparaciones y fisuras,
utilizando el algoritmo YOLOV8. Para ello se filmd un tramo de una carretera, el cual fue evaluado en
campo, de forma manual y comparado con una evaluacidén semiautomatica basada en el procesamiento
del video por parte del modelo. El uso del modelo produce varios resultados diferentes a los obtenidos
mediante la evaluacion de campo. Aunque en la evaluacion solo se utiliza una parte del indice de
condiciones de mantenimiento, es la primera vez que se utiliza un indice junto con YOLOVS. Por lo
tanto, se concluye que el modelo requiere mejoras para ser viable y aplicarse definitivamente.
Palabras clave: automatizacion; algoritmo; imagen; vision artificial; deteccidn de objetos.
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Defect detection using YOLOVS for determining the condition of asphalt
pavements.

ABSTRACT

This study aimed to evaluate the capacity of the YOLOV8 algorithm to detect potholes, patches,
and cracks. To achieve this, a section of a highway was recorded, manually evaluated in the field,
and compared with a semi-automatic evaluation based on video processing by the model. The
model yielded different results from those obtained through field assessment. Although only a
portion of the Maintenance Condition Index is used in the assessment, this marks the first use of
an index integrated with YOLOv8. Thus, it is concluded that the model requires further
improvements to become viable for definitive application.

Keywords: automation; algorithm; image; computer vision; object detection.

Deteccdo de defeitos utilizando YOLOv8 para determinacgdo da condicao de
pavimentos asfalticos.

RESUMO

Este trabalho objetivou avaliar a capacidade de detec¢do de buracos, remendos e trincas, por meio
do algoritmo YOLOVS8. Para isso, realizou-se uma filmagem do trecho de uma rodovia, que foi
avaliada em campo, de forma manual e comparada com uma avaliacdo semiautomatica a partir do
processamento do video pelo modelo. A utilizacdo do modelo produz vérios resultados diferentes
dos obtidos por meio da avaliagdo em campo. Apesar de ser empregado apenas uma parcela do
indice de Condicdo de Manutencio na avaliagdo, é a primeira vez que um indice ¢ utilizado em
conjunto com o YOLOV8. Dessa forma, conclui-se que o modelo requer melhorias para se tornar
viavel e ser aplicado em definitivo.

Palavras-chave: automacdo; algoritmo; imagem; visdo computacional; deteccao de objetos.
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1. INTRODUCCION

En Brasil, el principal modo de transporte tanto para personas como para cargas es el carretero.
Segun datos del Sistema Nacional de Vialidad (SNV), la red vial del pais se extiende por
aproximadamente 1,7 millones de kilometros, de los cuales solo 213,5 km estan pavimentados. De
la extension pavimentada, la llamada Encuesta CNT de Carreteras, en su version de 2023, evaluo
111.502 km, cerca del 52% del total, utilizando una gama de indicadores que abarcan desde las
condiciones del pavimento hasta la presencia de sefializacién y geometria de las vias. Como
resultado, concluy6 que solo alrededor del 32,5% se encuentran en estado 6ptimo o bueno, mientras
que el 26,1% estan en estado malo o pésimo (CNT, 2023).

Con el mismo objetivo de evaluar la condicion de las carreteras brasilefias, en especifico las
federales, el Departamento Nacional de Infraestructura de Transportes (DNIT) publica
mensualmente datos relacionados con el llamado indice de Condicion de Mantenimiento (ICM),
que permite clasificar las condiciones de las vias. Este método serd discutido y aplicado mas
adelante en este trabajo. Segun la version de marzo de 2024, de los aproximadamente 65.800 km
de carreteras federales pavimentadas, hay datos disponibles del ICM para tramos que suman una
extension de 49.500 km, de los cuales el 77,7% fueron clasificados como buenos, el 15% como
regulares y el 7,3% como malos o pésimos (DNIT, 2024). Por lo tanto, no hay datos disponibles
para alrededor del 25% de la red federal pavimentada, mientras que la brecha de datos es ain mas
critica para las carreteras estatales pavimentadas, asi como para las no pavimentadas (CNT, 2023).
Asi, evaluar la calidad de los pavimentos es de gran relevancia y constituye una brecha significativa
en el contexto nacional. Lin, Cheny Kuo (2021) mencionan que los defectos en la superficie de las
carreteras, como baches y remiendos, representan un gran riesgo para los usuarios: ademas de
causar dafios en la suspension de los vehiculos, tienen una gran influencia en la ocurrencia de
accidentes.

Realizar levantamientos y verificaciones de las condiciones del pavimento es fundamental para
evaluar su situacion actual y prever tendencias de comportamiento futuro. Esto constituye un
desafio significativo en el pais, dada su extensa red vial. Segun Gong et al. (2023), estas
evaluaciones son importantes para determinar prioridades de intervencion y para ayudar en la
eleccion de métodos de mantenimiento y rehabilitacion, fundamentales para los Sistemas de
Gestion de Pavimentos.

Considerando que la inspeccion visual de defectos en el pavimento es un proceso complejo y poco
eficiente que requiere una gran cantidad de mano de obra, Chunlong et al. (2024) mencionan que
el uso de nuevas tecnologias en la captura de imagenes, junto con técnicas computacionales
relacionadas con la inteligencia artificial, mas especificamente el aprendizaje profundo, puede
proporcionar apoyo técnico para la recoleccion y el reconocimiento de iméagenes de defectos en los
pavimentos.

Un algoritmo destacado en la literatura relacionada con este tema es el You Only Look Once
(YOLO), una herramienta de deteccion de objetos en imagenes basada en la teoria del aprendizaje
profundo (Du y Jiao, 2022). Segun Lu et al. (2015) y Zhao et al. (2019), este modelo explora los
datos de diferentes muestras a través de una estructura de red neuronal convolucional, lo que lo
hace eficiente para la deteccion de objetos complejos, como los defectos en las carreteras.

En este contexto, esta investigacion tuvo como objetivo evaluar la capacidad de identificacién de
defectos de diferentes tipos (baches, remiendos y grietas) a partir de la filmacion de un tramo de
carretera con signos evidentes de deterioro. Para ello, se utilizo el algoritmo de deteccion de objetos
YOLOv8 mediante el entorno de ejecucion Google Colab. Ademas, con el fin de probar el modelo,
se comparé el ICM calculado manualmente (con los datos obtenidos en campo) y de forma
semiautomatica (con la informacion proveniente del procesamiento de la filmacion por el modelo).
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2. REVISION BIBLIOGRAFICA

Dada la importancia de los pavimentos como infraestructuras de transporte y considerando la
amplia gama de defectos a los que sus estructuras son susceptibles, el uso de tecnologias
computacionales como herramientas para ayudar en la gestion de pavimentos surge como una
alternativa que busca proporcionar, sobre todo, agilidad en los analisis de campo (Pan y Zhang,
2021). Segun El Hakea y Fakhhr (2023), las potencialidades en el uso de estas herramientas
incluyen, por ejemplo, la clasificacion, deteccion (mapeo), segmentacion y cuantificacion de los
defectos, ademas de posibilitar la evaluacion de las condiciones de desgaste de los pavimentos.
Aunque el proceso tradicional de deteccidn de defectos en pavimentos mediante vision artificial
surgié como un proceso complejo y laborioso, con baja eficiencia, Huang et al. (2023) mencionan
que los avances en las tecnologias de deteccion de imagenes y en los dispositivos de aprendizaje
profundo han ofrecido mayor soporte técnico para la recoleccion de imégenes y el reconocimiento
de defectos en los pavimentos.

La deteccion de objetos a lo largo de los afios ha demostrado ser un componente critico en
diferentes areas. Existen varios algoritmos que realizan esta actividad de vision computacional, en
la cual, segun Terven et al. (2023), el YOLO se destaca por su velocidad y precision en la
identificacion de objetos en imagenes. La primera version de este algoritmo surgié en 2015, y desde
entonces se han desarrollado varias otras versiones basadas en su arquitectura. Hussain (2023) y
Terven et al. (2023) comentan que en 2023 la empresa Ultralytics (que también lanz6 YOLOV5)
anuncio YOLOVS, que presenta una serie de novedades en relacion con las arquitecturas anteriores.
La Figura 1 ilustra la arquitectura del YOLOVS, dividida en 3 partes: BackBone, Neck y Head. El
BackBone estd compuesto por diversas capas convolucionales y es responsable de extraer las
caracteristicas de la imagen recibida (Input). Estas, a su vez, se combinan en el Neck, donde se
generan tres feature maps, para objetos grandes, medianos y pequefos, respectivamente.
Finalmente, en la Head, las detecciones se realizan de forma separada y luego se combinan para
generar la imagen de salida (Output), que contiene la ubicacién del objeto junto con la
confiabilidad, a través de un cuadro delimitador (bounding box) (Ju y Cai, 2023; Terven et al.,
2023).

BackBone Neck

Figura 1. Arquitectura del YOLOvS8

En virtud de la importancia y las potencialidades de la herramienta, y considerando la constante
evolucion del algoritmo, se han realizado diversos trabajos con el YOLO en los ultimos afos,
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buscando ampliar la variedad de defectos a ser identificados, asi como mejorar la eficiencia de la
tecnologia (Du y Jiao, 2022). Entre estos trabajos, se pueden mencionar: Lin et al. (2021), quienes
utilizaron YOLOV3 para la deteccion de defectos en general en los pavimentos de Taiwén; Ma et
al. (2022) y Gong et al. (2023), que adoptaron el método de deteccion automatizada para identificar
fisuras, respectivamente, a partir de una version adaptada de YOLOv3 y de YOLOv2; Huang et al.
(2023), quienes desarrollaron un modelo compacto para la deteccion de defectos basado en
YOLOvV7; Gongalves et al. (2023), que realizaron una revision bibliogréafica y presentaron el estado
del arte sobre el uso de vision computacional para la deteccion de defectos en pavimentos,
revisando asi diversos algoritmos aplicados por otros autores; Chunlong et al. (2024), que utilizaron
un contexto mejorado de YOLOV7 para la identificacion de diversos tipos de grietas; y Yao et al.
(2024), quienes propusieron un sistema de optimizacion del método basado en YOLOV7 para la
deteccidn automatica de grietas y baches en pavimentos.

A continuacion, en la Tabla 1 se presentan las informaciones relacionadas con la version del
modelo YOLO adoptada (o revisada), el tipo de pavimento estudiado, asi como los defectos
considerados en cada trabajo.

Tabla 1. Version de YOLO, tipo de pavimento y defectos estudiados

Autor Afio | Modelo YOLO Tipo de Defectos estudiados
pavimento
Chunlong Z. | 2024 YOLOv7 Asfalto Grietas transversales, grietas
et al. longitudinales y grietas por fatiga
Yao H. etal. | 2024 YOLOv7 e Asfalto y Grietas transversales, grietas
YOLOv5 concreto longitudinales, grietas por fatiga
y baches
Gongalves | 2023 Diversos Diversos Diversos
M. et al.
Huang P. et | 2023 YOLOv7 Asfalto Baches, remiendos, grietas
al.
Gong H.et | 2023 YOLOv2 No Grietas transversales, grietas
al. especificado | longitudinales, grietas por fatiga
y baches
DuF.; Jiao | 2022 YOLOv5s Asfalto Grietas transversales, grietas
S. longitudinales, grietas por fatiga
y baches
MaD.etal. |2022 YOLO-MF Concreto Grietas en general
(baseado no
YOLOV3)
LinY.etal. | 2021 YOLOv3 No Grietas, baches y remiendos
especificado

En general, cada estudio presenta pequefios puntos para posibles mejoras en los sistemas de vision
computacional en el contexto de la extraccion de defectos. Chunlong et al. (2024), por ejemplo,
introducen nuevos algoritmos de agrupamiento de frames, asi como un nuevo moédulo para
agrupacion. Yao et al. (2024) compararon modelos basados en la version YOLOv7 con un modelo
optimizado derivado de YOLOV5 y, aunque obtuvieron un rendimiento superior, esto se logré a
costa de seis veces mas parametros y con una velocidad de procesamiento tres veces menor.

Aun asi, Maet al. (2022), Yao et al. (2024) y Chunlong et al. (2024) sefialan brechas en el desarrollo
de métodos para la deteccion de defectos en pavimentos, especialmente en condiciones de fondo e
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iluminacién complejas, o en situaciones climaticas adversas. Huang et al. (2023) y Du y Jiao (2022)
proponen algoritmos compactos que buscan mejorar 0 mantener la precision en la extraccion de
defectos en pavimentos, al mismo tiempo que reducen la demanda computacional para su
aplicacion.

A partir de una revision de diversos estudios, Goncalves et al. (2023) buscaron evaluar la eficacia
en el uso de bases de datos de imagenes disponibles en linea para el entrenamiento profundo. Para
ello, identificaron trabajos que utilizaron desde 200 imagenes como base de datos hasta otros que
usaron mas de 18.000. Segun los autores, queda clara la necesidad de mejorar la calidad de las
bases de datos disponibles. Ademas, sefialan la tendencia de mejora en los resultados obtenidos
cuando se utilizan méas iméagenes de referencia para el entrenamiento de los modelos. Estas
conclusiones estan en linea con lo planteado por Huang et al. (2023) y Gong et al. (2023).

En este contexto, Du y Jiao (2022) se preocuparon por la falta de confianza en la calidad de bases
de datos abiertas debido a inconsistencias en factores como el angulo de filmacién, la intensidad
de la luz y la claridad, por lo que optaron por desarrollar sus propios datos. Asimismo, los autores
proponen mejoras a los datos existentes, incluso mediante plataformas como Baidu Street View,
analogo al mas popular en Brasil, Google Street View.

3. MATERIALES Y METODOS

La metodologia de este trabajo se dividié en cuatro etapas, como se ilustra en la Figura 2, siendo
estas, en orden: montaje de la base de datos, entrenamiento del modelo YOLOVS, filmacién de una
via utilizando una GoPro Hero 10 Black para la prueba del modelo y calculo del indice del
Pavimento (IP), que es parte integrante del célculo para determinar el indice de Condicién de
Mantenimiento (ICM).

Montaje de la base de datos Entrenamiento del modelo Grabacion de uma carretera Calculo del ICM

@ roboflow — Pvoove s O — %C'-'irc‘ — ICM

Figura 2. Etapas de la metodologia

Para la creacion de la base de datos se utilizd el sitio web RoboFlow Universe. A través de este,
fue posible descargar bases de imagenes publicas de forma gratuita. Entre las imagenes disponibles
para uso, se encontraron diversos tipos de defectos presentes en la superficie de los pavimentos, de
los cuales se seleccionaron cinco como objeto de estudio: bache, remiendo, grieta por fatiga, grieta
longitudinal y grieta transversal.

La base de iméagenes creada totaliz6 7.306 imagenes, con un total de 12.172 defectos, ya que en
cada imagen era posible encontrar mas de un defecto. En la Tabla 2 se puede observar la cantidad
de cada tipo de defecto, asi como la division entre imagenes para entrenamiento y validacion. La
base de datos en cuestion se puede acceder a traves del enlace <https://universe.roboflow.com
[teste-df3tz/defeitos-em-pavimentos>.
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Tabla 2. Division de base de datos

Tipo de defecto | General | Entrenamiento | Validacion
Bache 2.604 2.090 514
Remiendo 2.256 1.799 457
Grieta longitudinal | 2.599 2.081 518
Grieta transversal 2.318 1.853 465
Grieta por fatiga 2.395 1.910 485
Total 12.172 9.733 2.439

Después de la construccion de la base de datos, se llevé a cabo el entrenamiento del modelo. La
arquitectura utilizada fue YOLOV8X, con configuraciones ya predefinidas, excepto el nimero de
épocas, que fue de 200. La etapa de entrenamiento se realizé a través de Google Colaboratory, un
entorno de ejecucion de cddigo que proporciona Graphics Processing Unit (GPUs) con alta
capacidad de procesamiento. La GPU utilizada fue NVIDIA A100-SXM4-40GB.

Tras el entrenamiento, con el fin de medir el rendimiento del modelo, se obtienen métricas de
evaluacion. En este trabajo se utilizaran las siguientes: Precision, Recall, Average Precision (AP)
y mean Average Precision (mAP). Para el céalculo de estas métricas se aplican algunos parametros:
Verdadero Positivo (TP-True Positive), Falso Positivo (FP-False Positive) y Falso Negativo (FN-
False Negative). EI TP ocurre cuando una imagen contiene el objeto de interés y el modelo predice
correctamente su ubicacion. EI FP ocurre cuando la imagen no contiene el objeto de interés, pero
el modelo reconoce erréneamente que la imagen contiene el objeto. Por otro lado, el FN ocurre
cuando la imagen tiene un objeto de interés y el modelo no identifica su ubicacion.

Con estos parametros, a través de la ecuacién 1, es posible calcular cuanto el modelo detectd
correctamente los objetos, una métrica conocida como Precisién o Valor Predictivo Positivo.

P s . 7 —_ TP
recision = 5> (1)

Doénde: TP = Verdadero Positivo; FP = Falso Positivo.

El calculo del Recall (también conocido como sensibilidad) se realiza mediante la ecuacion 2. Esta
métrica mide, entre los objetos detectados, cuantos fueron identificados correctamente.

Recall = ——— )

Donde: TP = Verdadero Positivo; FN = Falso Negativo.

A partir de estas métricas, es posible obtener el grafico llamado Precisién-Recall, y con el area
debajo de este grafico se calcula la AP, ecuacion 3, que se utiliza para verificar el rendimiento del
modelo en una sola clase.

AP = flP(r) dr 3)
0

Donde: P = Precision; r = Recall.
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Finalmente, el mAP consiste en el promedio aritmético de la AP de todas las clases y se obtiene
segun la ecuacidn 4. Esta meétrica se utiliza para verificar el rendimiento del modelo en todas las
clases.

N
1
AP =—><2AP' (4)
m N - l
L=

Donde: mAP= mean Average Precision; N= Numero de clases; AP= Average Precision.

Cabe destacar que al final del entrenamiento, YOLOV8 devuelve dos valores de mAP: el mAP@50
y el mMAP@50-95. El primero representa el rendimiento del modelo para un umbral de confianza del
50%. El segundo mide el desempefio del modelo para diversos umbrales (entre 50% y 95%).

A continuacion, se seleccion6 un tramo de carretera de pista simple de la ruta BR-487, en la ciudad
de Porto Camargo, Brasil, para probar el modelo entrenado. Para ello, se realiz6 una filmacion
utilizando una camara GoPro Hero 10 Black posicionada en la parte superior de un vehiculo de paseo
(Figura 3), en un angulo que solo permitiera visualizar el pavimento.

A\ p
Figura 3. Posicionamiento de la camara en el vehiculo

Con el objetivo de verificar el desempefio del modelo, el ICM se calcul6 de dos maneras: la primera
se realiz en campo, de forma manual, recorriendo los segmentos de la carretera en un vehiculo de
paseo a una velocidad media de 40 km/h, cuantificando cada tipo de defecto por kilémetro; la
segunda, mediante la filmacion del tramo, de forma semiautomatica, cuantificando los defectos que
el modelo identificd tras el procesamiento.

Cabe destacar que el video fue sometido dos veces al modelo para obtener detecciones con dos
umbrales de confianza (50% y 70%). El uso de umbrales es fundamental para evaluar el desempefio
del modelo, observando la variacién de verdaderos positivos, falsos positivos y falsos negativos, ya
que las detecciones por debajo de los porcentajes indicados no son consideradas.

De acuerdo con el DNIT (2022), el ICM consiste en parametrizar la evaluacion de la condicién de
mantenimiento de las carreteras pavimentadas bajo la jurisdiccion del DNIT. Para su determinacion,
se utiliza una formula empirica, ecuacion 5, en la que el Indice del Pavimento (IP), ecuacion 6,
representa el 70% del valor, y el indice de Conservacion (IC) representa el 30% restante.

ICM =IP x 0,7 + IC X 0,3 %)

Dénde: ICM = Indice de Condicién de Mantenimiento; IP = indice del Pavimento; IC = indice de
Conservacion.

Para la determinacion del IP (ec. 6), se evalua la superficie del pavimento segin el nimero de
baches, remiendos y el porcentaje de area agrietada, conforme a la frecuencia de ocurrencia
mostrada en la Tabla 3.
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IP =50 x P(B) + 30 x P(R) + 20 x P(T) (6)

Donde: P(B) = Frecuencia de baches (valor segun Tabla 4); P(R) = Frecuencia de remiendos (valor
segun Tabla 4); P(T) = Frecuencia de grietas (valor segin Tabla 4).

Tabla 3. Frecuencia de ocurrencia para elementos de la calzada.

Defecto Bajo Medio Alto Unidad
Bache Hasta 2 3ab Mas de 5 | Cantidad / km
Remiendo | Hasta 2 3ab Mas de 5 | Cantidad / km
Grietas T<10% | 10% <T<50% | T >50% % Area / km

Fuente. Adaptado de DNIT (2022).

Tabla 4. Valores segln la frecuencia de ocurrencia.
Defecto Bajo | Medio | Alto
Bache 0,25 0,50 1,00
Remiendo | 0,25 0,50 1,00
Grieta 0,25 0,50 1,00
Fuente. Adaptado de DNIT (2022).

Para la obtencidn del IC, la evaluacidn se basa en la altura de la vegetacion, la presenciay el estado
de los dispositivos de drenaje, y la existencia de sefializacion horizontal y vertical. En el presente
trabajo, solo se considerd la parte relacionada con el pavimento, ya que el objetivo es el
reconocimiento de defectos. Por lo tanto, fue necesario encontrar un rango de valores especifico
para el IP que permitiera clasificar la condicion segun dicho indice. Asi, en la ecuacion 6, se
emplearon, segun la Tabla 4, los valores para la mejor y peor situacion posible. Los valores
resultantes fueron: 25 (frecuencia baja), 50 (frecuencia media) y 100 (frecuencia alta). Con estos
resultados, se propuso la clasificacién presentada en la Tabla 5.

Tabla 5. Clasificacion de la condicién segln el IP

Condicion Rango IP
Bueno IP <25
Regular 25< IP< 50
Malo 50 <IP<75
Pésimo IP> 75

En lo que respecta especificamente al defecto de grietas, es importante destacar que en el anélisis
del video se consideraron los tres tipos de grietas (longitudinal, transversal y por fatiga) aprendidos
por el modelo. El porcentaje de area agrietada se calculd en funcion de los frames del video, los
cuales fueron extraidos mediante el software VLC Media Player. El porcentaje de grietas se calcul6
utilizando la ecuacion 7.

) Frames con detecciones de grietas
Grietas (%) = Total de frames x 100 0
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4. RESULTADOS E DISCUSIONES

Tras el entrenamiento del modelo, se obtuvieron las métricas de evaluacion: precision, recall,
MAP@50 y mAP@50-95, con valores respectivos de 65,4%, 60,2%, 59,5% y 33,7%. Cabe destacar
que, aunque el entrenamiento se realiz6 durante 200 épocas, los mejores resultados, descritos
anteriormente, ocurrieron en la época 136.

En la Figura 4 se puede observar la curva Precision-Recall generada por el modelo. En ella, es
evidente que YOLOv8x obtuvo el mejor resultado para el defecto del tipo remiendo, con un AP de
85,9%. La deteccion de baches y grietas por fatiga también se present6 por encima de la media. No
obstante, para las grietas longitudinales y transversales, los valores de AP obtenidos fueron menos
representativos.

Curva Precision-Recall
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Figura 4. Curva Precision-Recall
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A partir de la evaluacion en campo y de los dos videos (umbrales del 50% y 70%), se obtuvo la
cantidad (registro) y la clase (frecuencia de ocurrencia) de cada uno de los defectos estudiados. La
Tabla 6 se refiere al defecto del tipo bache. En ella, se puede observar que, con el umbral del 50%,
el modelo obtuvo resultados similares al analisis en campo, con excepcion del ultimo tramo (del
km 2 al km 1). En cambio, con el umbral del 70%, los resultados fueron insatisfactorios, ya que de
los 10 baches presentes en toda la extension analizada, solo se detectaron dos.

Tabla 6. Evaluacion del defecto del tipo bache.
KM Campo Umbral 50% Umbral 70%
Registro | Clase | Registro | Clase | Registro | Clase
4-3 4 Media 4 Media 1 Baja
3-2 2 Baja 1 Baja 0 Baja
2-1 4 Media 2 Baja 1 Baja

La Tabla 7 muestra la evaluacion del defecto del tipo remiendo. En esta tabla se observa que,
incluso con el mayor mAP obtenido durante la etapa de entrenamiento, ninguna de las evaluaciones

del modelo, en ambos umbrales, coincidio con los resultados obtenidos en campo.

| 8 |
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Tabla 7. Evaluacion del defecto del tipo remiendo.

KM Campo Umbral 50% Umbral 70%
Registro | Clase | Registro | Clase | Registro | Clase
4-3 3 Media 6 Alta 0 Baja
3-2 4 Media 24 Alta 11 Alta
2-1 6 Alta 0 Baja 0 Baja

Maés allé de la ausencia de detecciones en el tramo del km 2 al km 1, se percibe en la Tabla 7 que
se realizaron detecciones adicionales en el umbral del 50% en las demas subdivisiones. Este hecho
ocurrié debido a la presencia de falsos positivos, siendo el mas significativo la deteccion de
remiendos fuera de la calzada. El aumento del umbral al 70% redujo algunas de estas detecciones
erréneas en el tramo del km 3 al km 2; sin embargo, aln se registraron 11 detecciones, como es el
caso de la Figura 5, un falso positivo con un 72% de confianza.

-

Figura 5. Remiendo falso positivo

Para la evaluacion de grietas, se elabord la Tabla 8. A través de esta, es evidente que, aunque el
porcentaje de registros es diferente al obtenido en campo, ambas frecuencias del umbral del 50%
coincidieron con las obtenidas en campo. Casi lo mismo ocurrié con el umbral del 70%; sin
embargo, la clase de este defecto fue considerada baja por el modelo en el tramo del km 3 al km 2.

Tabla 8. Evaluacion de grietas
Campo Umbral 50% Umbral 70%
Registro | Clase | Registro | Clase | Registro | Clase
4-3 | 45,00% | Media | 29,54% | Media | 11,56% | Media
3-2 | 3500% | Media | 29,01% | Media | 7,36% Baja
2-1 | 40,00% | Media | 48,73% | Media | 19,25% | Media

KM

Finalmente, se realiz6 el calculo del IP para verificar la condicion del tramo en estudio, cuyos
resultados se observan en la Tabla 9.

Tabla 9. Condicion del tramo segun el IP

KM Campo Umbral 50% Umbral 70%
IP Condicion IP Condicion IP Condicion
4-3 50,00 Mala 65,00 Mala 22,50 Buena
3-2 37,50 Regular 52,50 Mala 35,00 Mala
2-1 65,00 Mala 22,50 Buena 22,50 Buena
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Se observa que los analisis en campo indican que el pavimento en cuestion presenta una condicion
mala en los primeros y ultimos kilometros, mientras que del km 3 al km 2 la condicién es regular.
En el andlisis del video con un umbral del 50%, se nota que solo el tramo del km 4 al 3 fue evaluado
de manera similar por el modelo, mientras que los demas tramos difieren de la evaluacién en
campo. Por otro lado, en el video con un umbral del 70%, aunque uno de los resultados coincidio
con la evaluacion en campo, este fue precisamente el tramo en el que ocurrieron los remiendos
falsos positivos.

5. CONCLUSION

A la luz de lo expuesto, es posible concluir que, aunque los resultados de entrenamiento de la
arquitectura YOLOV8 fueron satisfactorios, en la practica, al utilizarse junto con un indice, el
modelo presentd un desempefio por debajo de lo esperado. Los mejores resultados se obtuvieron
en la evaluacion de baches y grietas con un umbral del 50%.

El desempefio insatisfactorio y la gran presencia de falsos positivos (principalmente en el
reconocimiento de remiendos) pueden explicarse por la cantidad de imagenes en la base de datos,
la cual se pretende expandir en futuros trabajos, como recomendado por Gongalves et al. (2023),
Huang et al. (2023) y Gong et al. (2023), ademas del uso de imagenes propias, como defienden Du
y Jiao (2022).

Asimismo, se busca verificar en el futuro el desempefio de modelos compactos mencionados por
Huang et al. (2023) y Du y Jiao (2022), asi como utilizar otras versiones de la arquitectura YOLO
para la deteccion de defectos en pavimentos, incluidas las méas recientes YOLOV9 y YOLOV10,
desarrolladas por Wang C. et al. (2024) y Wang A. et al. (2024).
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